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AN ALgORITHM FOR DETECTINg ABNORMAL DIKE STATE BASED  
ON WAVELET TRANSFORM AND ONE-CLASS CLASSIFICATION  

OF ONE-DIMENSIONAL SIgNALS

Мониторинг состояния земляных дамб – важная и актуальная задача. Одним из ключевых со-
ставляющих системы мониторинга состояния дамб являются алгоритмы обнаружения аномального 
поведения дамб. Алгоритмы должны в режиме онлайн определять аномальное поведение дамбы по 
сигналам с аппаратуры контроля. Представлен алгоритм на основе метода машинного обучения 
обучающийся на исторических данных о нормальном состоянии дамбы, так как данные об аномаль-
ном состоянии дамбы недоступны, а моделирование высокозатратно. Обнаружение аномального 
поведения дамбы производится методом одноклассовой классификации «нейронные облака». «Ней-
ронные облака» оценивают нелинейной, нечеткой функцию принадлежности результатов вейвлет-
преобразования сигнала к области нормального поведения. Применение вейвлет-преобразования 
позволяет обнаружить аномальное поведение дамб, скрытое в частотно-временных свойствах сигна-
ла. Апробация алгоритмов проведена на реальных данных дамбы, расположенной в городе Бостон, 
Великобритания.

ОБНАРУЖЕНИЕ АНОМАЛИЙ; МОНИТОРИНГ СОСТОЯНИЯ ДАМБ; ИНТЕЛЛЕКТУАЛЬ-
НАЯ ОБРАБОТКА СИГНАЛОВ; ВЕЙВЛЕТ-ПРЕОБРАЗОВАНИЕ; НЕЙРОННЫЕ ОБЛАКА; ОД-
НОКЛАССОВАЯ КЛАССИФИКАЦИЯ.

Dike conditions monitoring is a challenging task. Algorithms for dike anomaly detection are one of the 
key components of a dike condition monitoring system. Algorithms for anomaly detection have to detect 
anomalies in dike behaviour (abnormal behaviour) in an on-line mode based on measurements collected 
from sensors installed in the dike. A machine-learning-based algorithm presented in this paper is trained 
on historical data on the normal dike state because data for abnormal dike behaviour is not available and 
simulation is time-consuming. Detection of abnormal dike behaviour is done by applying a ‘neural clouds’ 
one-class classification method. The ‘neural clouds’ one-class classifier is used for estimating the nonlinear 
fuzzy membership function of normal behavior for features from wavelet decomposition. The application 
of a wavelet transform can detect abnormal dike behaviour hidden in the time-frequency signal properties. 
Algorithms were tested on real data of a dike located in Boston, United Kingdom.

ANOMALY DETECTION; DIKE CONDITIONS MONITORING; INTELLIGENT SIGNAL 
PROCESSING; WAVELETS; NEURAL CLOUDS; ONE-CLASS CLASSIFICATION.
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В настоящее время более чем две трети 
европейских городов постоянно находятся 
под риском затопления. Число зарегистри-
рованных наводнений увеличилось в четы-
ре раза по сравнению с восьмидесятыми 
годами XX века [1]. Изменение климата и 
быстрая урбанизация еще сильнее усугу-
бляют проблему. 

Большое количество наводнений вызва-
но прорывом систем защиты от наводнений: 
дамб и плотин [2]. Например, в Нидерлан-
дах с 1134 по 2006 гг. было зарегистриро-
вано примерно 1735 случаев разрушения 
дамб [3]. В Европе существуют несколько 
проектов, направленных на исследование 
и разработку систем контроля защиты от 
наводнений: FLOODsite [4], FloodControl 
2015 [5], UrbanFlood [6]. Одним из важней-
ших элементов подобных систем является 
система мониторинга состояния дамб.

Исторически мониторинг дамб осущест-
вляется инспекторами, которые занимаются 
обходом тысяч километров дамб. Каждый 
участок дамбы проверяется один раз в не-
сколько лет. Современные технологии по-
зволяют осуществлять непрерывный мони-
торинг состояния дамбы с использованием 
технологий дистанционных измерений. 

Проблема мониторинга состояния зем-
ляных дамб заключается в сложном пове-
дении дамбы и, как следствие, измеряемых 
параметров системы, что требует деталь-
ного исследования объекта мониторинга и 
моделирования большого числа возможных 
сценариев разрушения дамбы. Это дорого и 
не всегда возможно. 

В данной статье мы представляем под-
ход и алгоритм обнаружения аномального 
состояния земляных дамб. Предлагаемый 
подход основан на методах машинного об-
учения и обработки сигналов и не требует 
детального исследования объекта монито-
ринга. Обучение алгоритмов проходит на 
исторически измеренных данных нормаль-
ного состояния дамбы. Настоящий подход 
и алгоритм разрабатывались для системы 
раннего предупреждения UrbanFlood [6]. 
Апробация алгоритма проводилась на дан-
ных с дамбы, расположенной в городе Бо-
стон (Великобритания).

Подход к обнаружению аномального  
поведения дамб

Мониторинг состояния дамбы осу-
ществляется путем анализа измерений, 
собранных с сети различных датчиков, 
установленных в дамбу, таких как датчики 
порового давления (давление воды в по-
рах почвы), инклинометров и температуры.  
Задача системы мониторинга – обнаружить 
аномальное состояние дамбы. Под ано-
мальным состоянием (поведением) подраз-
умевается отклонение от нормального со-
стояния объекта, которое может привести 
к неисправности  или разрушению дамбы 
[7].  Датчики устанавливаются в каждую 
кросс-секцию дамбы. Такое деление объ-
екта мониторинга позволяет локализовать 
аномальное состояние и предоставляет из-
быточность измерений. Применение сетей 
датчиков как части системы раннего пред-
упреждения в рамках проекта UrbanFlood 
описано в [8, 9].

Основная идея предлагаемого подхода 
заключается в применении методов обна-
ружения аномального поведения, обучаю-
щихся на «сырых» и/или предварительно 
обработанных данных [10, 11]. При этом 
данные системы контроля состояний дамб 
могут содержать пропуски, вызванные 
сбоями системы сбора данных и другими 
факторами. Такие пропуски могут иметь 
протяженность от нескольких минут до не-
скольких дней. Обнаружение аномального 
состояния состоит из трех этапов, пред-
ставленных на рис. 1. Первый этап – сбор 
данных с датчиков. Второй этап – их пред-
варительная обработка, в нашем случае 
восстановление пропусков в данных ал-
горитмом на основе метода авторгерессии 
[12]. На третьем этапе с помощью алгорит-
ма обнаружения аномального состояния 
извлекается информация из сигналов мето-
дами частотно-временного анализа. Далее 
алгоритмы классификации,  основанные на 
методах машинного обучения, определяют 
состояние дамбы. 

Применение методов частотно-
временного анализа обосновано тем, что 
сигналы с дамбы имеют ярко выраженные 
частотно-временные зависимости, вызван-
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ные влиянием внешних факторов (напри-
мер, приливы и отливы и т. д.). В работе 
[13] оконное преобразование Фурье при-
менялось для анализа горизонтального 
ускорения, полученного в процессе моде-
лирования влияния землетрясения на зем-
ляную дамбу. В [14] вейвлеты применялись 
для анализа измерений температуры воды 
с Уивенхойской дамбы (Великобритания). 
Каждый сигнал был разложен с использо-
ванием вейвлет-преобразования на днев-
ную, сезонную и годовую составляющие. 
Каждый уровень разложения использовался 
для дальнейшего анализа. Обзор возмож-
ных применений вейвлет-преобразования 
для задачи контроля целостности структур 
представлен в [15]. К примеру, вейвлеты 
применялись для обнаружения трещины 
в арке бетонной дамбы [16]. В [17] пред-
ставлен анализ динамического поведения 
геотехнических структур для мониторинга 
землетрясения. Вейвлеты применялись для 
анализа поведения земляной дамбы. В [18] 
представлен анализ сейсмического пове-
дения земляной дамбы. Один из результа-
тов этой работы состоит в том, что устой-
чивость дамбы должна рассматриваться 
в анализе сейсмического отклика дамбы,  
т. к. это ведет к уменьшению амплитуд ко-
лебаний собственных частот плотины. 

Поскольку для дамбы нередко доступ-
ны лишь данные о нормальном состоянии, 
классификацию состояния дамбы логично 
производить, оценивая степень принадлеж-
ности сигналов датчиков к некой области 
нормального состояния. Для решения та-
кой задачи применимы алгоритмы одно-

классовой классификации,  основанные на 
оценке принадлежности сигнала к одному 
заданному классу. В нашем случае это об-
ласть «исторических» измерений, соответ-
ствующих нормальному состоянию дамбы.

Дискретное вейвлет-преобразование

Вейвлет-преобразование (wavelet trans-
form) – это метод частотно-временного 
(масштабно-временного, в терминологии 
теории вейвлетов) разложения сигнала. В 
отличие от преобразования Фурье вейвлет-
преобразование позволяет анализировать 
только в частотной области [19]. Вейвлет-
преобразование делят на два вида: непре-
рывное вейвлет-преобразование (НВП) 
и дискретное вейвлет-преобразование 
(ДВП).

НВП задано непрерывными вейвлет-
функциями.  Масштабы и время, на кото-
рых происходит разложение, изменяются 
непрерывно. Данное преобразование полу-
чило широкое применение в научных ис-
следованиях [19].

ДВП задано семейством дискретных 
вейвлет-функций и применяется к дискрет-
ным сигналам. В случае ДВП масштабы 
(уровни разложения в терминологии ДВП), 
для которых происходит разложение, уве-
личиваются пропорционально степени 
двойки, а дискретизация каждого уров-
ня разложения уменьшается в два раза по 
сравнению с предыдущим более высокоча-
стотным уровнем разложения. У дискрет-
ного вейвлет-преобразования много прило-
жений в естественных науках, инженерном 
деле, математике (включая прикладную).

Рис. 1. Этапы обнаружения аномального состояния дамбы
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Дискретное вейвлет-преобразование 
получают применением набора фильтров. 
Сначала сигнал пропускается через низ-
кочастотный фильтр (масштабирующий 
фильтр). В результате чего получаются ко-
эффициенты аппроксимации V. Одновре-
менно сигнал пропускается через высоко-
частотный фильтр, который называется 
вейвлет-фильтром, в результате получаются 
вейвлет-коэффициенты W. Эти два фильтра 
связаны между собой и называются квадра-
турными зеркальными фильтрами. Так как 
половина частотного диапазона отфильтро-
вана, то, согласно теореме Котельникова, 
отсчеты полученных сигналов можно про-
редить в два раза. Это разложение можно 
повторить несколько раз для коэффициен-
тов аппроксимации каждого последующего 
разложения. Данный каскадный алгоритм, 
предложенный Стефаном Малла [19], мож-
но записать в следующем виде:

1( ) 2,j jW h V −= ∗ ↓

где Wj – вейвлет-коэффициенты ДВП, 
уровня разложения j; Vj–1 – коэффициен-
ты аппроксимации уровня разложения j–1;  
* – оператор полной свертки; ↓ – оператор 
прореживания. Алгоритм проиллюстриро-

ван на рис. 2 (fn – частота Найквиста).
Коэффициенты аппроксимации:

1( ) 2,j jV h V −= ∗ ↓

где Vj – коэффициенты аппроксимации 
ДВП, уровня разложения j; Vj–1 – коэффи-
циенты аппроксимации уровня разложения 
j–1; * – оператор полной свертки; ↓ – опе-
ратор прореживания.

Поскольку квадратурные зеркальные 
фильтры ДВП на каждом уровне разложе-
ния разделяют сигнал на низкочастотную 
и высокочастотную часть, то полоса частот 
коэффициентов аппроксимации каждого 
уровня разложения (по отношению к ис-
ходному сигналу) будет находиться в об-
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Найквиста (в два раза ниже частоты дис-
кретизации сигнала), j – уровень разложе-
ния. На рис. 3 представлены уровни ДВП в 
частотной области. 

В отличие от непрерывного вейвлет-
преобразования, ДВП рассчитывается на 
масштабах 2j, где j называется уровнем раз-
ложения, что позволяет рассчитывать ко-

Рис. 2. Каскадный алгоритм дискретного вейвлет-преобразования

Рис. 3. Представление ДВП в частотной области

(1)

(2)
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эффициенты ДВП быстрее, чем в случае 
НВП за nlog2(n) операций, где n – длина 
временного ряда. В силу двукратного про-
реживания длина сигнала должна быть 
кратна 2Jmax, где Jmax   – число уровней раз-
ложения.

Также стоит отметить ортогональность 
вейвлет и масштабирующих фильтров к по-
линомам заданной степени. Это означает, 
что если во временном ряде присутствует 
такой полином, то он будет оставаться в 
последнем уровне аппроксимации.

Метод «нейронные облака»

К одним из наиболее быстроразвива-
ющихся и перспективных методов клас-
сификации относятся методы на основе 
машинного обучения. Для обучения клас-
сификатора используются лишь данные о 
нормальном поведении сигнала, данные о 
видах аномального поведения недоступны. 
В качестве такого метода в статье рассма-
тривается классификатор «нейронные об-
лака» [20].

Наиболее часто для задач обнаружения 
аномалий используют различные метрики 
расстояний (Евклидова, Махаланобиса и 
др.) [21], методы на основе оценки плот-
ности вероятности данных, например, га-
уссовские смеси (GMM – Gaussian Mixture 
Models) [21], которые оценивают плотность 
вероятности для данных, соответствующих 
нормальному состоянию. Общий недоста-
ток этих методов состоит в том, что они 
сами по себе не является классификатора-
ми, и их выход все равно нужно каким-то 
образом классифицировать [22]. Также сто-
ит отметить одноклассовой метод опорных 
векторов (one-class SVM – Support vector 
machines) [21], недостаток метода заключа-
ется в том, что он оценивает четкую гра-
ницу класса, которую нельзя перенастроить 
(скорректировать) во время использования 
классификатора, а можно только при но-
вом переобучении классификатора, что мо-
жет быть высокозатратно по времени. 

«Нейронные облака» оценивают нели-
нейную, нечеткую функцию принадлеж-
ности (инкапсулятор) данных к области 
нормального поведения, для исходного 
«нормального» множества признаков. Затем 

функция принадлежности используется для 
оценки принадлежности новых экземпля-
ров данных к области нормального поведе-
ния. Выход нейронных облаков – значение 
от нуля до единицы. Значения, близкие к 
единице, отражают нормальное поведение, 
а близкие к нулю – аномальное. Таким об-
разом, «нейронные облака» позволяют да-
вать оценку близости текущего состояния 
к аномальному, что может использоваться 
при принятии решения.

Оценка функции принадлежности со-
стоит из двух шагов: кластеризации данных 
методом AKM (advanced k-means, улучшен-
ный k-средних) и аппроксимации класте-
ров радиальными базисными функциями 
(РБФ). Смесь РБФ можно представить в 
виде нечеткой нейронной сети. 

AKM – это модификации хорошо из-
вестного метода k-средних, с возможно-
стью адаптивного расчета оптимального 
числа кластеров при заданном максималь-
ном числе кластеров (центроидов). 

AKM состоит из следующих шагов:
1. Задается начальное максимальное и 

минимальное число центроидов.
2. Вызывается алгоритм k-средних.
3. Добавляется или убирается центроид, 

исходя из следующих условий:
если дистанция до данных выше задан-

ной, то создается новый центроид;
если кластер состоит из числа точек, 

меньше заданного, то он убирается;
если расстояние между центроидами 

меньше заданного, то кластеры объединя-
ются. 

Выход алгоритма AKM – это центроиды 
кластеров, представляющих собой нормаль-
ное поведение (обучающее множество). 
После того как все центроиды получены, 
данные инкапсулируются функцией при-
надлежности. Для данных задачи использу-
ются РБФ, формула (1):

2

| |

2 ,
ix m

iR e
−

−
σ=

где mi – среднее (центр) РБФ; σ – СКО 
(ширина) РБФ; x – входные данные. 

Центроиды, полученные от AKM, ста-
новятся центрами соответствующих РБФ. 
Сумма всех колоколов дает функцию при-

(3)
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надлежности (рис. 4). Нормализация при-
меняется для того, чтобы получить выход-
ное значение функции принадлежности в 
интервале от нуля до единицы.

Алгоритм обнаружения аномального  
состояния дамбы на основе  

вейвлет-преобразования и одноклассовой 
классификации одномерных сигналов

Предлагаемый алгоритм основан на 
одноклассовой классификации  резуль-
татов частотно-временного преобразова-
ния одномерного сигнала. Для частотно-
временного преобразования (разложения) 
сигналов было выбрано дискретное вейвлет-
преобразование (ДВП). Для одноклассовой 
классификации использован метод «ней-
ронные облака». Блок-схема алгоритма об-
наружения аномального стояния приведена 
на рис. 5. 

На первом этапе к сигналу с датчи-
ка применяется ДВП. Далее выполняет-

ся дополнительная обработка вейвлет-
коэффициентов, направленная на расчет 
локальных СКО (среднеквадратическое от-
клонение) коэффициентов во времени для 
каждого уровня разложения, характеризую-
щих мощность каждого уровня.

На втором этапе строится функция при-
надлежности рассчитанных локальных СКО 
уровней разложения к области нормально-
го поведения для исходных «нормальных» 
исторических значений локальных СКО 
уровней разложения, с использованием ме-
тода «нейронные облака».

В итоге, на выходе алгоритма значение 
изменяется от нуля до единицы, где бли-
зость к нулю соответствует аномальному 
состоянию, а близость к единице соответ-
ствует нормальному состоянию.

Анализ результатов моделирования  
алгоритма

В настоящей статье мы будем рассма-
тривать обнаружение реальной аномалии 
дамбы в городе Бостон (Великобритания). 
В дамбу была установлена сеть многопара-
метрических датчиков GeoBeads компании 
Alert Solutions [23]. Датчики, установлен-
ные в дамбу, измеряют поровое давление 
РП (давление воды в порах почвы), темпе-
ратуру почвы и отклонение от вертикали. 
Расположение датчика показано на рис. 6. 
Дискретизация данных составляет 15 мин. 

Локальное сползание внешнего откоса 
дамбы в результате эрозии почвы произо-
шло 12 января 2012 г. Аномалия прояви-
лась в поведении сигнала датчика порового 
давления (рис. 6). Этот датчик был установ-
лен примерно на глубине 2,20 м от поверх-

Рис. 4. «Нейронные облака»:  
L1 – РБФ; L2 – суперпозиции РБФ; Pc – значение 

функции принадлежности

Рис. 5. Алгоритм обнаружения аномального состояния дамбы на основе вейвлет-преобразования  
и одноклассовой классификации одномерных сигналов 
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ности. Далее будет анализироваться сигнал 
с этого датчика.

Аномальное поведение проявилось как 
демпфирование дамбой колебаний порово-
го давления, вызванных колебаниями воды 
(рис. 7 а). Наиболее мощные колебания по-
рового давления вызваны приливами и от-
ливами с периодичностью 12 ч (рис. 7 б).  
Также в измерениях присутствуют про-
пуски, вызванные сбоями системы сбора 
данных или другими факторами. В дан-
ных имеются пропуски длительностью 
от нескольких минут до нескольких дней  
(рис. 7 а, б). Для обучения и апробации ал-
горитма в местах пропусков сигналы были 
восстановлены методом авторегрессии  
(рис. 7 а, б, светло серый) [12].

Обучающее множество для алгоритма – 
первые 50 % отсчетов сигналов с 8 августа 
2011 г. по 10 ноября 2011 г. Для дискретного 
вейвлет-преобразования был выбран вейв-

лет Добеши 4, т. к. в уровнях разложения 
ДВП, полученных с использованием такого 
вейвлета исключается тренд, описываемый 
полиномом порядка ниже четвертого [13]. 
Число уровней разложения – 5 выбрано, 
чтобы с запасом  перекрыть диапазон наи-
более мощных частот сигнала. 

Для сигнала (рис. 8 а) видно демпфиро-
вание колебаний порового давления после 
1 января и, как следствие, падение СКО 
уровней разложения ДВП после 1 января 
(рис. 8 б), вызванное изменением свойств 
дамбы, в результате эрозии почвы (рис. 8 а).  
Значение функции принадлежности на 
участке после 2 января падает к нулю, что 
соответствует выходу, что соответствует ано-
мальному состоянию на ее границе функции 
принадлежности (рис. 8 в). Таким образом, 
эрозия почвы была обнаружена на 10 дней 
раньше сползания откоса дамбы. Также 
присутствует локальный участок 7 декабря 
(рис. 8 в), в котором значение функции при-
надлежности падает до 0,1. Данный участок 
соответствует ложному срабатыванию, вы-
званному отсутствием подобного поведения 
в обучающем множестве.

Предложенный подход к мониторин-
гу состояния дамб основан на использо-
вании методов машинного обучения и 
обработки сигналов. Суть алгоритма за-
ключается в применении одноклассовой 
классификации алгоритмом «нейронные 
облака» результатов дискретного вейвлет-
преобразования сигналов с датчиков си-

Рис. 6. Структура одной  
из кросс-секций дамбы

Рис. 7. Сигнал для моделирования:  
а – сигнал; б – укрупненный участок сигнала  

( ) участки с восстановленными данными; ( ) участок с аномальным поведением сигнала

а) б)
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стемы контроля состояния дамб. Обучение 
алгоритма «нейронные облака» проводится 
на исторических данных о нормальном со-
стоянии дамбы.

Преимущества такого подхода состоят в 
том, что для его применения не требует-
ся подробного описания структуры объекта 
и его аномального поведения. Кроме того, 
система мониторинга на его основе сама 
подстраивается и обучается с момента уста-
новки на объект. 

Моделирование алгоритма обнаружения 
аномального состояния, построенного на 
основе предлагаемого подхода, проведено на 
реальных данных дамбы города Бостон (Вели-

кобритания). Сползание откоса дамбы было 
обнаружено на 10 дней раньше визуального 
обнаружения как аномальное поведение из-
мерений датчиков порового давления. Пре-
имуществом алгоритма является устойчивый 
контроль частотно-временных свойств сигна-
ла. К недостаткам можно отнести то, что при 
отсутствии в обучающих данных некоторых 
примеров нормального поведения, алгоритм 
может ложно классифицировать их как ано-
мальное состояние. Увеличение обучающего 
множества будет вести к улучшению резуль-
татов классификации. 

Представленный подход и алгоритм мо-
гут применяться и в других областях, таких 

Рис. 8. Результат оценки состояния дамбы:  
а – сигнал; б – локальные СКО уровней ДВП; в – значение функции принадлежности сигнала.  

I – участок с ложным срабатыванием; II – участок с реальной аномалией

а)

в)

б)
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как системы контроля состояния конструк-
ций, медицинские приложения, системы 
вибродиагностики и др. 

Работа выполнена при поддержке гран-
та Евросоюза FP7, проект UrbanFlood, грант  
№ 248767.
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