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Введение 

Ускоренные темпы проводимой глубокой цифровизации технологи-

ческих процессов на промышленных производствах влекут за собой со-

ответствующий рост объема собираемой информации. Поскольку полу-

чаемые результаты измерений должны выступать основой в дальнейшем 

для выработки решений, возникает необходимость выполнения их спе-

циальной математической обработки, сводящейся к задаче анализа 

больших объемов неразмеченных данных для выявления скрытых взаи-

мосвязей и внутренней структуры. Для решения данной задачи принято 

использовать алгоритмы кластеризации, суть которых заключается в вы-

полнении отображения множества X = {xi}, образованного полученными 

векторами xi результатов измерений состояния технологического про-

цесса, на множество C, образованного перечнем допустимых классов, 

для каждого из которых определены алгоритмы принятия решений, т. е. 

в выполнении операции 
 

*: C,a → →X X  
 

где C = {c1,c2, …, ck, …, cq} — множество кластеров, удовлетворяющих 

условию  , , , ( , )i j i j i jkc d =   x x x X x X x x ; ( , )i jd x x  — расстояние меж-

ду векторами xi и xj; ε > 0 — величина допустимой степени близости 

элементов внутри кластера; *X  — множество результатов предваритель-

ной обработки элементов множества Х, заключающейся в снижении раз-

мерности векторов xi и их преобразовании к виду, обеспечивающему 

наибольшую контрастность последующей кластеризации. 

Таким образом, математическая обработка результатов измерений, 

получаемых при изучении поведения сложных объектов с целью форми-

рования их математического описания, обязательно включает в себя за-

дачу кластеризации как естественный способ выделить группы близких 
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состояний, характеризующихся схожим образом. Получение соответ-

ствующей классификации позволяет в дальнейшем различить состояния 

или режимы работы объекта и соответствующим образом выполнить 

управление им или принять необходимые решения. 

1. Метрологически обоснованная кластеризация 

Поскольку обрабатываемые данные представляют собой результаты 

измерений, то, как впервые было наглядно проиллюстрировано в [1–2], 

кластеризация измерительной информации обязана учитывать неопреде-

ленность исследуемых данных, вызванную их погрешностями. Учет мет-

рологических характеристик анализируемых количественных сведений 

при выполнении кластерного анализа измерительных данных позволяет 

согласовать получаемые результаты с точностью обрабатываемых дан-

ных, снижая чувствительность результатов к возможным выбросам и 

риск возникновения необоснованных интерпретаций по результатам вы-

полнения исследования. Выработка подходов к кластеризации неточной 

информации является достаточно обсуждаемой в литературе задачей [3–

10], однако систематически данная задача так и не решена. В практике 

метрологии эту процедуру в основном производят без принятия во вни-

мание погрешности исходных данных, что часто приводит к неверным 

выводам. Предложенные в работах [11–13] общие подходы к проведе-

нию кластерного анализа с учетом метрологических характеристик изу-

чаемых сведений были ранее реализованы [14–17] и применены автором 

для широко известных и наиболее популярных подходов и алгоритмов 

кластеризации информации — комбинации метода главных компонент 

PCA, анализа сингулярного спектра SSA или преобразования Фурье FFT 

в качестве алгоритмов получения элементов *
X , содержащих результаты 

предобработки и снижения размерности элементов множества Х, и мето-

дов кластеризации k-means, DBSCAN, иерархических методов кластери-

зации Single-linkage или методов кластеризации MST на основе построе-

ния минимального остовного дерева. 

2. Использование самоорганизующихся карт Кохонена 

С ростом вычислительных возможностей стало возможным приме-

нение нейросетевых алгоритмов анализа исследуемых данных для полу-

чения оценки внутренних скрытых в них зависимостей. Для выполнения 

кластеризации оказывается удобным задействовать не широко использу-

емые нейросетевые модели с обучением с учителем, а так называемые 

самоорганизующиеся карты Кохонена (SOM), которые представляют со-

бой класс алгоритмов, для которых не требуется обучающая выборка, 

что и делает их популярными при проведении кластерного анализа. 

В настоящей работе рассматривается возможность использования само-
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организующихся карт Кохонена для метрологически обоснованной кла-

стеризации. Данная работа продолжает исследования, начатые в [11]. 

При проведении метрологически обоснованной кластеризации с ис-

пользованием самоорганизующихся карт Кохонена алгоритмы настройки 

весов нейронов соответствует описанию, представленному в [11]. При-

мер результатов процесса обучения синаптических весов нейронов, 

настроенных на двумерные вектора * * 2R ix X , подлежащие кластериза-

ции, проиллюстрированы на рисунке 1. 

 

 
 

Рис. 1. Синаптические связи нейронов сети Кохонена, наложенные на плоскость 

обрабатываемых данных: а) – в начале процесса обучения (случайные значения *
X ); 

б) – в конце процесса обучения 
 

На рисунке 1 маленькими точками отмечены значения векторов *
ix , 

подвергающихся кластеризации, а большими — положение фокуса 

нейронов сети Кохонена в системе координат, задаваемой первой и вто-

рой компонентой векторов из множества. 

Продолжая рассматривать пример двумерных векторов *
ix , отметим, 

что чаще всего на практике для проекции нейронов и их весов на дву-

мерную плоскость R2 для дальнейшего визуального анализа и группиро-

вания исходных данных хiX, строят унифицированную матрицу рас-

стояний U, чья структура проиллюстрирована на рисунке 2. 

Несмотря на то, что унифицированная матрица расстояний позволя-

ет визуально оценить, на какое именно количество кластеров можно раз-

делить множество исходных данных X, в самом алгоритме кластериза-

ции на основе самоорганизующихся карт Кохонена никак не учитывается 

то обстоятельство, что исходные измерительные данные хi сопровожде-

ны погрешностями и не могут быть известны точно. Для выполнения 

метрологически обоснованной кластеризации с применением карт Кохо-
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нена отсутствие учета неопределенности исходных обрабатываемых 

данных недопустимо. К тому же принятие решения о прекращении ите-

рационной процедуры кластеризации согласно [11–13] принимается на 

основе количественной оценки неточности результатов кластеризации, 

унаследованной от погрешности исходных данных, которая в непосред-

ственном виде не содержится ни в весах синоптических связей нейронов, 

ни в матрице U, ни в результатах ее визуального представления. 
 

 
 

Рис. 2. Визуализация унифицированной матрицы расстояний U для исходных 

данных, представленных на рисунке 1 

 

Для выполнения метрологически обоснованной кластеризации с 

применением карт Кохонена автором предложено формализовать эле-

менты матрицы расстояний U (как конечный результат процесса проеци-

рования исходных данных на структуру карты Кохонена) следующими 

числовыми характеристиками: 

1) значениями нейронов-ячеек матрицы U (соответствуют среднему 

расстоянию между синаптическими весами t соседних нейронов), опре-

деляемых как 
 

( )

1

1
( , ),

( )

n t

t t j
j

d T
n t

 
=

=   

где ( , )t jT    — расстояние между векторами синаптических весов t и 

j; j = 1, 2, …, n(t) — индекс номера нейронов, являющихся соседями к 

заданному нейрону t; 

2) количеством активаций нейрона в процессе обучения сети;  

3) координаты нейрона в матрице (значения абсциссы и ординаты 

для двумерного случая). 
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Данный набор характеристик нейронов позволяет обоснованно 

сформировать множество векторов признаков , которое может 

быть использовано в процессе метрологически обоснованной кластери-

зации по алгоритму [13]. 

3. Результаты численных расчетов 

Для апробации предложенного подхода к метрологически обосно-

ванной кластеризации и соответствующей предварительной обработке 

данных методом самоорганизующихся карт Кохонена был написан пакет 

программ [18] на языке Python с привлечением библиотек Numpy, 

Sklearn, Matplotlib.  

Были выполнены численные расчеты с применением созданных 

программных средств. Полученные результаты для синтетического 

набора данных, описанного в [11], сведены в таблице 1. 
Таблица 1 

Результаты численных расчетов по применению метрологически обоснованной 

кластеризации 

Предел относитель-

ной погрешности 

исходных данных, % 

Алгоритм предва-

рительной обра-

ботки исходных 

данных 

Алгоритм класте-

ризации 

Максимальное ко-

личество обнару-

женных кластеров 

3 SOM 

k-means 10 

MST 9 

Single-linkage 9 

4 SOM 

k-means 7 

MST 7 

Single-linkage 7 

5 SOM 

k-means 4 

MST 4 

Single-linkage 4 

8 SOM 

k-means 2 

MST 2 

Single-linkage 2 

 

Из таблицы 1 видно, что при одинаковой величине пределов отно-

сительной погрешности исходных данных и одном и том же методе 

предварительной обработки данных (самоорганизующихся карт Кохоне-

на) результаты дальнейшей кластеризации сходятся к одинаковому ко-

личеству кластеров вне зависимости от того, какой именно алгоритм 

кластеризации использован. Данное обстоятельство указывает на то, что 

использование предложенного подхода на основе карт Кохонена позво-

ляет получать обоснованные выводы о внутренней структуре данных с 

учетом их точности и определять, на какое максимально возможное ко-

личество групп можно выделить в исходных данных в соответствии с их 

метрологическими характеристиками. Наблюдаемые при небольших 
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значениях пределов относительной погрешности исходных данных воз-

можные отличия в определении максимального количества распознавае-

мых кластеров связаны с тем обстоятельством, что в таких условиях 

большее влияние начинают оказывать особенности алгоритмов, лежащих 

в основе используемых методов кластеризации, нежели чем сама неточ-

ность обрабатываемых данных. Также стоит отметить, что при опреде-

ленных значениях предела погрешности исходных данных могут возни-

кать пограничные состояния, когда выделяемое количество кластеров 

разными алгоритмами колеблется от реализации случайной погрешности 

к реализации (но не более чем на единицу). 

Заключение 

В данной работе предложен алгоритм осуществления метрологиче-

ски обоснованной кластеризации неточных данных, возмущенных по-

грешностями, с применением самоорганизующихся карт Кохонена. 

Представленный подход отличается высокой контрастностью результа-

тов предварительной обработки кластеризуемых данных, приводящей к 

устойчивым результатам при дальнейшем применении алгоритмов раз-

биения на группы в широком диапазоне допустимых пределов погреш-

ности анализируемых данных. Полученные результаты указывают на 

перспективность использования представленного комбинированного ал-

горитма кластеризации на основе карт Кохонена. 
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