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ОБЩАЯ ХАРАКТЕРИСТИКА РАБОТЫ 

Актуальность работы 

В настоящее время многие сложные задачи в различных приложениях решаются с 

помощью моделей глубокого машинного обучения, в частности с помощью глубоких нейронных 

сетей. Одним из наглядных примеров является диагностика заболеваний моделями, основанными 

на медицинских изображениях (например, снимки компьютерной томографии) или другой 

медицинской информации. Однако многие такие модели представляют собой черный ящик, т.е. 

пользователь имеет доступ к входным данным и результатам модели, но при этом ему 

неизвестно, как она функционирует. В этом случае сложно объяснить, как достигается то или 

иное решение. В результате модели машинного обучения сталкиваются с трудностями при их 

внедрении во многие важные приложения, например, в медицину, где врачам необходимо иметь 

объяснение установленного диагноза, чтобы выбрать соответствующее лечение. Отсутствие 

элементов объяснения во многих моделях машинного обучения стимулировало разработку 

методов, которые могли бы интерпретировать или объяснять предсказания алгоритма глубокого 

обучения и понимать процесс принятия решений или ключевые факторы, участвующие в 

принятии решений1,2,3,4. Область методов искусственного интеллекта, решающая данную 

проблему, именуется как объяснительный искусственный интеллект (от англ. explainable artificial 

intelligence). 

До сих пор вышеупомянутые методы объяснений применялись к задачам классификации 

и регрессии, где модель черного ящика дает точечный (вещественный одномерный) результат 

для каждого входного примера. Однако есть много моделей, результат работы которых это 

функция. Некоторые из этих моделей решают задачи анализа выживаемости5, где результатом 

является функция выживаемости или кумулятивная функция риска. Анализ выживаемости – 

важная область статистики, которая направлена на прогнозирование времени наступления 

событий, представляющих интерес. В отличие от стандартных задач классификации и регрессии, 

модели анализа выживаемости имеют дело с наборами данных, содержащих цензурированные 

наблюдения, что ведет к усложнению их построения и реализации. Анализ выживаемости 

 
1 One Explanation Does Not Fit All: A Toolkit and Taxonomy of AI Explainability Techniques / V. Arya, R.K.E. Bellamy, P.Y. Chen, 

A. Dhurandhar [et al.] // arXiv preprints arXiv:1909.03012v2. – 2019. 
2 A survey of methods for explaining black box models / R. Guidotti, A. Monreale, S. Ruggieri, F. Turini [et al.] // ACM Computing 

Surveys. – 2018. – Vol. 51. – № 5. 
3 Molnar C. Interpretable Machine Learning. A Guide for Making Black Box Models Explainable [Электронный ресурс] / C. Molnar. 

– Режим доступа: https://christophm.github.io/interpretable-ml-book/. 
4 Definitions, methods, and applications in interpretable machine learning / W.J. Murdoch, C. Singh, K. Kumbier, R. Abbasi-Asl [et 

al.] // Proceedings of the National Academy of Sciences of the United States of America. – 2019. – Vol. 116. – № 44. – P. 22071-22080. 
5 Hosmer D.W. Applied Survival Analysis: Regression Modeling of Time to Event Data / D.W. Hosmer, S. Lemeshow, S. May. – 2nd. 

– Hoboken: John Wiley & Sons, 2008. – 416 p. 
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находит свое применение в таких приложениях как расчет надежности сложных систем, 

медицина и анализ рисков, в связи с чем было разработано множество предсказательных 

моделей6,7,8. Несмотря на некоторые ограничения, лежащие в основе полупараметрической 

модели пропорциональных рисков Кокса9, она остается одной из самых популярных моделей 

выживаемости. Рассматривая логарифм функции риска для одного объекта (образца) как 

линейную комбинацию его признаков, данная модель является одной из немногих, 

устанавливающих явную взаимосвязь между признаками примера и распределением его времени 

выживания. Данное предположение является слишком ограничительным и во многих 

практических случаях не выполняется, сужая использование модели. Такая ситуация главным 

образом повлияла на развитие более интеллектуальных моделей10, как например случайные леса 

выживаемости и глубокие нейронные сети, способных приводить к более точным результатам, 

но при этом работающих по принципу черного ящика. Таким образом, проблема отсутствия 

методов объяснения предсказаний моделей машинного обучения для задач анализа 

выживаемости является актуальной на сегодняшний день. 

Цели и задачи работы 

Основной целью данной работы является разработка математических методов объяснения 

предсказаний моделей машинного обучения при цензурированных наблюдениях в рамках 

анализа выживаемости, а также комплекса программ, реализующего разработанные методы и 

охватывающего большинство моделей машинного обучения. Для достижения заявленной цели 

были поставлены следующие задачи: 

1. Разработка и исследование метода объяснения предсказаний моделей машинного 

обучения в рамках теории анализа выживаемости, используя разные метрики расстояния 

между функциональными представлениями предсказаний этих моделей. 

2. Разработка и исследование метода робастного объяснения результатов моделей 

машинного обучения в анализе выживаемости, обученных на малых выборках, 

учитывающих размер выборки. 

 
6 DeepHit: A deep learning approach to survival analysis with competing risks / C. Lee, W.R. Zame, J. Yoon, M. Van Der Schaar // 

32nd AAAI Conference on Artificial Intelligence, AAAI 2018. – 2018. 
7 Wang P. Machine learning for survival analysis: A survey / P. Wang, Y. Li, C.K. Reddy // ACM Computing Surveys. – 2019. – Vol. 

51. – № 6. 
8 Zhao L. Deep neural networks for survival analysis using pseudo values / L. Zhao, D. Feng // IEEE Journal of Biomedical and Health 

Informatics. – 2020. – Vol. 24. – № 11. 
9 Cox D.R. Regression Models and Life-Tables / D.R. Cox // Journal of the Royal Statistical Society: Series B (Methodological). – 

1972. – Vol. 34. – № 2. 
10 Wang P. Op. cit. P. 1:19 
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3. Разработка и исследование метода контрфактуального объяснения предсказаний моделей 

машинного обучения для задач анализа выживаемости, используя новые критерии 

определения классов в рамках множества функций выживаемости. 

4. Разработка комплекса программ, реализующий предложенные методы объяснения 

результатов функционирования моделей машинного обучения при наличии 

цензурированных наблюдений. 

Научная новизна 

Научная новизна работы заключается в следующем: 

1. Разработан новый метод объяснения результатов функционирования моделей машинного 

обучения, который является первым методом в рамках теории анализа выживаемости и 

отличается от существующих методов тем, что впервые анализирует функциональные 

предсказания при цензурированных данных. Доказано, что поставленная задача 

оптимизации сводится к решению системы линейных алгебраических уравнений. 

2. Разработан новый метод объяснения результатов функционирования моделей машинного 

обучения с учетом размера выборки в контексте анализа выживаемости, который 

отличается от существующих методов робастностью. Доказаны новые положения, в 

соответствии с которыми получены новые границы Колмогорова-Смирнова для 

логарифма кумулятивной функции риска и показано, что минимаксную задачу 

оптимизации для решения задачи робастного объяснения можно представить в виде 

задачи квадратичной оптимизации с линейными ограничениями. 

3. Впервые разработан метод контрфактуального объяснения предсказаний моделей 

машинного обучения, решающих задачи анализа выживаемости, для которого 

определены критерии разграничения классов цензурированных данных. Для реализации 

метода был разработан численный метод, основанный на методе эвристического поиска 

оптимального решения. 

Теоретическая и практическая значимость работы 

В данной работе представлен новый класс методов объяснения результатов моделей 

машинного обучения в рамках теории анализа выживаемости, где в качестве предсказаний 

выступают кумулятивные функции риска или функции выживаемости. Это существенно 

расширяет область применения объяснительного интеллекта для построения в дальнейшем 

новых методов, с учетом наличия цензурированных данных в обучающей выборке моделей 

машинного обучения. 



6 
 

С точки зрения практики, предложенные методы могут быть весьма востребованными в 

сфере персонализированной медицины, где лечение пациента является индивидуальным и 

строится по его определенными характеристикам. Методы объяснительного интеллекта уже 

достаточно распространены в медицине, например, однако они используются только для задач 

классификации и регрессии, в то время как анализ выживаемости является неотъемлемой частью 

медицинских исследований. 

Методология и методы исследования 

В работе используются методы математического и функционального анализов, теория 

выпуклого программирования, численные методы оптимизации, методы анализа выживаемости, 

в частности, оценка Нельсона-Аалена и модель пропорциональных рисков Кокса. Разработка 

комплекса программ осуществлялась на языке программирования Python 3. 

Положения, выносимые на защиту 

1. Класс методов построения объяснений результатов функционирования моделей 

машинного обучения при цензурированных данных. 

2. Метод робастного объяснения результатов функционирования моделей машинного 

обучения в рамках анализа выживаемости, при наличии малых обучающих выборок. 

3. Метод контрфактуального объяснения результатов моделей машинного обучения для 

задач анализа выживаемости 

4. Комплекс программ, реализующий построение объяснения результатов моделей 

машинного обучения в рамках анализа выживаемости. 

Степень достоверности и апробация результатов 

Приведенные в диссертации математические утверждения имеют строгое доказательство. 

Вычислительные эксперименты, спроектированные с учетом отсутствия иных методов для 

сравнения, показывали результаты, соответствующие заранее ожидаемым теоретическим, что 

говорит в пользу достоверности работы предлагаемых методов. 

Основные результаты диссертационной работы докладывались и обсуждались на 

следующих международных конференциях: 

• The 22nd International Conference on Soft Computing and Measurements (Санкт-Петербург, 

2019 г.) 

• The 11th International Symposium on Imprecise Probabilities: Theories and Applications (Гент, 

Бельгия, 2019 г.) 
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• International Scientific Conference "Telecommunications, Computing and Control" (Санкт-

Петербург, 2019 г.) 

• The 23rd International Conference on Soft Computing and Measurements (Санкт-Петербург, 

2020 г.) 

• The 9th Conference on Artificial Intelligence and Natural Language (Хельсинки, Финляндия, 

2020 г.) 

• The 28th Conference of Open Innovations Association FRUCT (Москва, 2021 г.) 

По теме диссертации был получены следующие гранты: «Разработка новых моделей 

машинного обучения на основе композиций глубоких лесов и нейронных сетей для решения 

задач медицинской диагностики» (РНФ, 18-11-00078, 2018-2020); «Обзор методов объяснения и 

интерпретации принятия решений в интеллектуальных системах диагностики онкологических 

заболеваний» (РФФИ, 19-11-50047, 2020); «Методы и алгоритмы интерпретации моделей 

машинного обучения и объяснительного интеллекта в анализе цензурированных данных и 

оценке эффекта воздействия» (РФФИ, 20-01-00154, 2020–2021). 

Публикации 

Основные результаты диссертации изложены в 11 работах, 9 из которых в изданиях, 

рекомендованных ВАК РФ. Кроме того, 8 работ опубликовано в изданиях, индексируемых 

Scopus, среди который 4 работы в журналах Q1. 

Структура и объем работы 

Диссертация состоит из введения, пяти глав, заключения, списка литературы, включающего 

110 наименований, и одного приложения. Объем диссертации с приложением составляет 161 

страницу, в том числе 16 таблиц, 43 рисунка и 16 листингов программного кода. 

 

ОСНОВНОЕ СОДЕРЖАНИЕ РАБОТЫ 

Во введении формулируются цели и задачи диссертационной работы, обосновывается её 

научная новизна, актуальность, теоретическая и практическая значимость. 

Первая глава посвящена постановке задачи объяснения результатов моделей машинного 

обучения при цензурированных данных и анализу современных подходов к ее решению. 

Рассматриваются основные понятия и элементы теории анализа выживаемости, такие как 

цензурированные данные, функция выживаемости, кумулятивная функция риска. 

Цензурированные данные представляются множеством {(𝐱𝐱𝑖𝑖, 𝛿𝛿𝑖𝑖,𝑇𝑇𝑖𝑖)}𝑖𝑖=1𝑛𝑛 , где 𝐱𝐱𝑖𝑖 ∈ ℝ𝑑𝑑 – вектор 
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признаков 𝑖𝑖-го объекта, 𝛿𝛿𝑖𝑖 ∈ {0, 1} – индикатор наступления интересующего события для 𝑖𝑖-го 

объекта, 𝑇𝑇𝑖𝑖 > 0 – время для 𝑖𝑖-го объекта (время наступления события или цензурированное 

время). Функция выживаемости 𝑆𝑆(𝑡𝑡) выражает вероятность того, что интересующее событие 

наступит позже времени 𝑡𝑡, т.е. 𝑆𝑆(𝑡𝑡) = ℙ{𝑇𝑇 > 𝑡𝑡} = 1 − 𝐹𝐹(𝑡𝑡), где 𝐹𝐹(𝑡𝑡) – функция распределения 

случайной величины 𝑇𝑇. Кумулятивная функция риска 𝐻𝐻(𝑡𝑡) также является важным показателем 

и может быть определена через функцию выживаемости как 𝐻𝐻(𝑡𝑡) = − ln 𝑆𝑆(𝑡𝑡). Основной задачей 

анализа выживаемости является построение моделей, описывающих данные о времени 

наступления интересующего события, т.е. оценка либо функции выживаемости, либо 

кумулятивной функции риска. 

Приводится классификация методов, решающих задачи анализа выживаемости. Так, 

методы делятся на две большие группы – статистические методы и методы машинного обучения. 

Главными представителями первой группы являются оценка Каплана-Мейера, оценка Нельсона-

Аалена и модель пропорциональных рисков Кокса, согласно которой 𝐻𝐻(𝑡𝑡|𝐱𝐱,𝐛𝐛) = 𝐻𝐻0(𝑡𝑡) exp(𝐛𝐛𝑇𝑇𝐱𝐱), 

где 𝐻𝐻0(𝑡𝑡) – базовая кумулятивная функция риска. Из группы методов машинного обучения 

наиболее используемыми являются модификации модели пропорциональных рисков Кокса, 

нейронные сети и глубокие нейронные сети, а также случайный лес выживаемости. В главе также 

представлены основные методы объяснения результатов моделей машинного обучения. 

Рассматривается метод локального объяснения LIME, метод локального объяснения SHAP и 

общая структура построения контрфактуальных объяснений. Указанные методы работают в 

рамках задач классификации и регрессии, однако для задач анализа выживаемости таких методов 

на сегодняшний день не разработано. 

В последнем разделе главы приводится постановка задачи объяснения результатов 

функционирования моделей машинного обучения в рамках анализа выживаемости. Пусть 

имеется модель машинного обучения типа «черный ящик» (известен только вход и выход этой 

модели), обученная на наборе цензурированных данных {(𝐱𝐱𝑖𝑖, 𝛿𝛿𝑖𝑖,𝑇𝑇𝑖𝑖)}𝑖𝑖=1𝑛𝑛  (далее – модель черного 

ящика). Для этой модели ставится задача объяснения выхода модели для входа 𝐱𝐱. В случае 

локального объяснения, задача сводится к определению совокупности признаков вектора 𝐱𝐱, 

оказывающих максимальное влияние на получение той или иной функциональной зависимости 

на выходе модели. В случае контрфактуального объяснения, задача сводится к определению 

такого ближайшего к вектору 𝐱𝐱 вектора 𝐳𝐳 так, чтобы объекты, соответствующие этим векторам, 

находились в разных семантический классах. 

Вторая глава посвящена разработке метода локального объяснения результатов модели 

машинного обучения при цензурированных данных. 
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Рассматривается представление результатов модели черного ящика в виде ступенчатых 

функций. Пусть 0 = 𝑡𝑡0 < 𝑡𝑡1  < · · · <  𝑡𝑡𝑚𝑚 < 𝑡𝑡𝑚𝑚+1 = 𝑡𝑡𝑚𝑚 + 𝑡𝑡𝛾𝛾 – уникальные элементы из множества 

{𝑇𝑇1, … ,𝑇𝑇𝑛𝑛}, где 𝑡𝑡1 = min
𝑖𝑖=1,…,𝑛𝑛

𝑇𝑇𝑖𝑖 и 𝑡𝑡𝑚𝑚 = max
𝑖𝑖=1,…,𝑛𝑛

𝑇𝑇𝑖𝑖 а 𝑡𝑡𝛾𝛾 – малое положительное число. 

Определение 1. Результатом модели черного ящика на объекте с вектором признакового 

описания 𝐱𝐱 ∈ ℝ𝑑𝑑 является множество ��𝑡𝑡𝑗𝑗 ,𝐻𝐻��𝑡𝑡𝑗𝑗�𝐱𝐱���
𝑗𝑗=1

𝑚𝑚
, чьи элементы обладают следующими 

свойствами: 

1. 𝐻𝐻��𝑡𝑡𝑗𝑗1�𝐱𝐱� ≤ 𝐻𝐻��𝑡𝑡𝑗𝑗2�𝐱𝐱� для любых 𝑗𝑗1 и 𝑗𝑗2, таких что 𝑗𝑗1 < 𝑗𝑗2. 

2. 𝐻𝐻�(𝑡𝑡1|𝐱𝐱) ≥ 0 и 𝐻𝐻�(𝑡𝑡𝑚𝑚|𝐱𝐱) < +∞. 

Вводится множество Ω =  [𝑡𝑡0, 𝑡𝑡𝑚𝑚+1], которое разбивается на непересекающиеся подмножества 

Ω0, … ,Ω𝑚𝑚, где Ω𝑚𝑚 = [𝑡𝑡𝑚𝑚, 𝑡𝑡𝑚𝑚+1], а Ω𝑗𝑗 = �𝑡𝑡𝑗𝑗 , 𝑡𝑡𝑗𝑗+1� для любого 𝑗𝑗 ∈ {0, … ,𝑚𝑚 − 1}. Для каждого Ω𝑗𝑗 

ставится его индикаторная функция 𝜒𝜒𝑗𝑗(𝑡𝑡) 

𝜒𝜒𝑗𝑗(𝑡𝑡) = �
1, 𝑡𝑡 ∈ Ω𝑗𝑗
0, 𝑡𝑡 ∉ Ω𝑗𝑗

, 𝑗𝑗 = 0, … ,𝑚𝑚, (1) 

и рассматривается функция 𝐻𝐻�(𝑡𝑡|𝐱𝐱) 

𝐻𝐻�(𝑡𝑡|𝐱𝐱) = �𝐻𝐻�𝑗𝑗(𝐱𝐱)𝜒𝜒𝑗𝑗(𝑡𝑡)
𝑚𝑚

𝑗𝑗=0

, (2) 

где 𝐻𝐻�𝑗𝑗(𝐱𝐱) = max�𝐻𝐻��𝑡𝑡𝑗𝑗�𝐱𝐱�, 𝜀𝜀�, 𝐻𝐻�(𝑡𝑡0|𝐱𝐱) = 𝜀𝜀, 𝐻𝐻�(𝑡𝑡𝑚𝑚+1|𝐱𝐱) = 𝐻𝐻�(𝑡𝑡𝑚𝑚|𝐱𝐱), а 𝜀𝜀 – близкое к нулю 

положительное число. Формула (2) задает результат модели черного ящика в виде неубывающей 

ограниченной ступенчатой функции. Для ступенчатых функций более общего вида 

𝑓𝑓(𝑡𝑡) = �𝑓𝑓𝑗𝑗𝜒𝜒𝑗𝑗(𝑡𝑡)
𝑚𝑚

𝑗𝑗=0

, 𝑓𝑓0, … ,𝑓𝑓𝑚𝑚 ∈ ℝ, (3) 

доказываются три леммы, обеспечивающие полноценную работу с ними. 

Схема разрабатываемого в главе метода представлена на рисунке 1. Идея метода 

заключается в построении аппроксимации результата модели черного ящика в точке 𝐱𝐱, используя 

результат модели пропорциональных рисков Кокса в точке 𝐱𝐱, что усложняется функциональным 

видом выходов моделей. Для построения аппроксимации, в локальной области исследуемой 

точки 𝐱𝐱 генерируется множество точек 𝐳𝐳1, 𝐳𝐳2, … , 𝐳𝐳𝑁𝑁, которые затем прогоняются через модель 

черного ящика. Каждому 𝐳𝐳𝑘𝑘 ставится в соответствие вес 𝑤𝑤𝑘𝑘, характеризующий близость 𝐳𝐳𝑘𝑘 к 𝐱𝐱. 

Поскольку модель Кокса имеет формальный вид, ставится соответствующая задача минимизации 

разницы между ее результатами и результатами модели черного ящика. За счет линейных 
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отношений между признаками объекта в модели Кокса, элементы вектора 𝐛𝐛 можно 

рассматривать как численное влияние на результат модели черного ящика. 

 

Рисунок 1 – Схема метода локального объяснения для задач анализа выживаемости 

Теорема 1. Для любого 𝑝𝑝 ∈ [1,∞), 𝐿𝐿𝑝𝑝-норма разности ступенчатых функций 𝐻𝐻�(𝑡𝑡|𝐱𝐱) и 

𝐻𝐻�𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐱𝐱,𝐛𝐛) не является выпуклой функцией относительно вектора переменных 𝐛𝐛 

Доказанная теорема приводит к поиску иного способа сравнения результатов модели черного 

ящика и модели Кокса. Пусть 𝜙𝜙(𝑡𝑡|𝐱𝐱) = ln𝐻𝐻�(𝑡𝑡|𝐱𝐱) и 𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐱𝐱,𝐛𝐛) = ln𝐻𝐻�𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐱𝐱,𝐛𝐛). Вводится 

следующая функция 

𝑣𝑣(𝑡𝑡|𝐱𝐱) =
𝐻𝐻�(𝑡𝑡|𝐱𝐱)
𝜁𝜁(𝑡𝑡|𝐱𝐱) , (4) 

где 

𝜁𝜁(𝑡𝑡|𝐱𝐱) = �
𝜙𝜙(𝑡𝑡|𝐱𝐱),
𝜀𝜀̃,

𝜙𝜙(𝑡𝑡|𝐱𝐱) ≠ 0
𝜙𝜙(𝑡𝑡|𝐱𝐱) = 0

, (5) 
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а 𝜀𝜀̃ – близкое к нулю положительное число. Рассмотрим разницу вида 

𝑣𝑣(𝑡𝑡|𝐱𝐱)[𝜙𝜙(𝑡𝑡|𝐱𝐱) − 𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐱𝐱,𝐛𝐛)]. (6) 

Теорема 2. Для любого 𝑝𝑝 ∈ [1,∞), 𝑝𝑝-я степень 𝐿𝐿𝑝𝑝-нормы разности (6) является выпуклой 

функцией относительно вектора переменных 𝐛𝐛. 

Доказанная теорема позволяет представить задачу поиска вектора 𝐛𝐛 как задачу выпуклой 

безусловной оптимизации. Пусть 

𝐷𝐷𝑝𝑝,𝑘𝑘(𝜙𝜙,𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶) = ‖𝑣𝑣(𝑡𝑡|𝐳𝐳𝑘𝑘)[𝜙𝜙(𝑡𝑡|𝐳𝐳𝑘𝑘) − 𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐳𝐳𝑘𝑘,𝐛𝐛)]‖𝐿𝐿𝑝𝑝(Ω)
𝑝𝑝 . (7) 

Тогда получается класс задач оптимизаций вида 

min
𝐛𝐛
��𝑤𝑤𝑘𝑘𝐷𝐷𝑝𝑝,𝑘𝑘(𝜙𝜙,𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶)
𝑁𝑁

𝑘𝑘=1

� , (8) 

зависящих от параметра 𝑝𝑝 ∈ [1,∞). 

Теорема 3. Задача (8) при 𝑝𝑝 = 2 сводится к решению системы линейных алгебраических 

уравнений c симметричной положительно определенной матрицей. 

На основании теоремы 3 реализован метод локального объяснения результатов модели 

машинного обучения в контексте анализа выживаемости. Метод был протестирован на 

многочисленных экспериментах, включающих как сгенерированные, так и реальные наборы 

данных. В экспериментах, в качестве модели черного ящика, использовались модель Кокса и 

случайный лес выживаемости. Проведенные эксперименты носили разный характер: изучалось 

поведение вычисляемой аппроксимации и объяснения в зависимости от строения обучающей 

выборки, ее размера (в том числе рассматривались малые выборки). На рисунке 2 показан 

частный результат тестирования метода, когда модель черного ящика – это модель Кокса. Здесь 

𝐛𝐛𝑡𝑡𝑡𝑡𝑡𝑡𝑒𝑒 – коэффициенты, используемые при генерации цензурированных данных; 𝐛𝐛𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 – 

коэффициенты, полученные после обучение модели Кокса как модели черного ящика; 𝐛𝐛𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒 – 

полученное объяснение. Левый график показывает соотношение элементов векторов 𝐛𝐛𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒, 

𝐛𝐛𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 и 𝐛𝐛𝑡𝑡𝑡𝑡𝑡𝑡𝑒𝑒, по которым можно заключить, что имеется четкое совпадение значимых 

признаков во всех случаях. Правый график показывает соотношение результата модели черного 

ящика и ее аппроксимации методом (в виде функций выживаемости). 
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Рисунок 2 – Частный результат тестирования метода локального объяснения результатов 

модели Кокса в качестве модели черного ящика 

Третья глава посвящена разработке метода робастного объяснения результатов моделей 

машинного обучения в анализе выживаемости, обученных на малых выборках. 

Выводится аналог границ Колмогорова-Смирнова для кумулятивной функции риска в 

виде ступенчатой функции. 

Теорема 4. Пусть имеется ступенчатая кумулятивная функция риска 𝐻𝐻�(𝑡𝑡|𝐱𝐱). Тогда аналогом 

границ Колмогорова-Смирнова для такой функции будут 

𝐻𝐻�𝑈𝑈(𝑡𝑡|𝐱𝐱) = min�𝐻𝐻�(𝑡𝑡|𝐱𝐱) + Δ𝑚𝑚,1−𝛾𝛾,𝐻𝐻�𝑚𝑚(𝐱𝐱)�, (9) 

𝐻𝐻�𝐿𝐿(𝑡𝑡|𝐱𝐱) = max�𝐻𝐻�(𝑡𝑡|𝐱𝐱) − Δ𝑚𝑚,1−𝛾𝛾, 𝜀𝜀�, (10) 

где 𝐻𝐻�𝑈𝑈(𝑡𝑡|𝐱𝐱) и 𝐻𝐻�𝐿𝐿(𝑡𝑡|𝐱𝐱) – верхняя и нижняя границы, соответственно, Δ𝑚𝑚,1−𝛾𝛾 определяется как  

𝛥𝛥𝑚𝑚,1−𝛾𝛾 ≈ �𝐻𝐻�𝑚𝑚(𝒙𝒙) − 𝜀𝜀�

⎩
⎪
⎨

⎪
⎧

𝑘𝑘1−𝛾𝛾
√𝑚𝑚

, 𝑚𝑚 > 10

𝑘𝑘1−𝛾𝛾

√𝑚𝑚 + 0.12 + 0.11
√𝑚𝑚

, 𝑚𝑚 ≤ 10
, (11) 

а 𝑘𝑘1−𝛾𝛾 – квантиль уровня 1 − 𝛾𝛾 распределения Колмогорова. 

На рисунке 3 представлена схема разрабатываемого в главе метода. Основная идея – 

построение аппроксимации результата модели черного ящика в точке 𝐱𝐱, используя результат 

модели пропорциональных рисков Кокса в точке 𝐱𝐱. Однако здесь результаты модели черного 

рассматриваются как неточные и ненадежные, в силу малого количества обучаемых данных. 

Задача также будет состоять в минимизации взвешенной суммы расстояний между каждой парой 

𝜙𝜙(𝑡𝑡|𝐳𝐳𝑘𝑘) и 𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐳𝐳𝑘𝑘,𝐛𝐛), но 𝜙𝜙(𝑡𝑡|𝐳𝐳𝑘𝑘) теперь не будут фиксированными, и взвешенная сумма будет 

одновременно максимимзироваться по 𝜙𝜙(𝑡𝑡|𝐳𝐳𝑘𝑘). В этом состоит максиминная стратегия поиска 
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оптимального 𝐛𝐛. Робастность будет состоять в том, что полученное решение будет являться 

оптимальным для «наихудших» решений модели черного ящика. Решения модели черного ящика 

«размываются» с помощью границ, полученных в теореме 4. 

 

Рисунок 3 – Схема метода робастного локального объяснения для задач анализа выживаемости 

с малым набором данных 

Теорема 5. Задача min
𝐛𝐛
�∑ 𝑤𝑤𝑘𝑘‖𝜙𝜙(𝑡𝑡|𝐳𝐳𝑘𝑘) − 𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐳𝐳𝑘𝑘,𝐛𝐛)‖𝐿𝐿∞(Ω)

𝑁𝑁
𝑘𝑘=1 � сводится к задаче линейной 

оптимизации вида min
𝐯𝐯

{𝐜𝐜𝑇𝑇𝐯𝐯} с линейными ограничениями 𝑀𝑀𝐯𝐯 ≥  𝐬𝐬. 

Доказанная теорема показывает, что, используя 𝐿𝐿∞-норму, задача объяснения результата модели 

машинного обучения может быть рассмотрена как задача линейного программирования. Для 

постановки максиминной задачи вводятся множество ℋ𝑘𝑘, как множество всех ступенчатых 

функций вида 𝐻𝐻�(𝑡𝑡|𝒛𝒛𝑘𝑘), которое ограничено функциями 𝐻𝐻�𝑈𝑈(𝑡𝑡|𝒛𝒛𝑘𝑘) и 𝐻𝐻�𝐿𝐿(𝑡𝑡|𝒛𝒛𝑘𝑘), и множество Φ𝑘𝑘 =

{𝜙𝜙(𝑡𝑡)|𝜙𝜙(𝑡𝑡) = ln𝐻𝐻�(𝑡𝑡) ,𝐻𝐻�(𝑡𝑡) ∈ ℋ𝑘𝑘}. Максиминная задача оптимизации записывается как  

max
𝜙𝜙1∈Φ1,…,𝜙𝜙𝑁𝑁∈Φ𝑁𝑁

min
𝐛𝐛
��𝑤𝑤𝑘𝑘‖𝜙𝜙𝑘𝑘 − 𝜙𝜙𝐶𝐶𝐶𝐶𝐶𝐶(𝑡𝑡|𝐳𝐳𝑘𝑘 ,𝐛𝐛)‖𝐿𝐿∞(Ω)

𝑁𝑁

𝑘𝑘=1

�. (12) 

Теорема 6. Задача (12) сводится к задаче линейной оптимизации вида min
𝐯𝐯

{𝐜𝐜𝑇𝑇𝐯𝐯} с линейными 

ограничениями 𝑀𝑀𝐯𝐯 ≥  𝐬𝐬𝑟𝑟 . 
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Для ограничения пространства допустимых решений в целевую функцию вводится стандартная 

регуляризация Тихонова 𝜆𝜆𝑟𝑟𝑟𝑟𝑟𝑟‖𝐛𝐛‖2, где 𝜆𝜆𝑟𝑟𝑟𝑟𝑟𝑟 > 0. Тогда целевая функция задачи (12), с учетом 

теоремы 6, есть квадратичная функция 

𝐯𝐯𝑇𝑇𝐴𝐴𝑟𝑟𝑟𝑟𝑟𝑟𝐯𝐯+ 𝐜𝐜𝑇𝑇𝐯𝐯, (13) 

где 𝐴𝐴𝑟𝑟𝑟𝑟𝑟𝑟 – блочная матрица вида 

𝐴𝐴𝑟𝑟𝑟𝑟𝑟𝑟 = �0𝑁𝑁×𝑁𝑁 0𝑁𝑁×𝑑𝑑
0𝑑𝑑×𝑁𝑁 𝐴𝐴4 � , 𝐴𝐴4 = 𝜆𝜆𝑟𝑟𝑟𝑟𝑟𝑟 �

1 0
0 1

⋯ 0
⋯ 0

⋮ ⋮
0 0

⋱ ⋮
⋯ 1

� ∈ ℝ𝑑𝑑×𝑑𝑑 (14) 

Таким образом, метод робастного локального объяснения результатов сводится к решению 

задачи квадратичного программирования. 

Разработанный главе метод был протестирован на многочисленных экспериментах, 

включающих как сгенерированные, так и реальные наборы данных. В экспериментах, в качестве 

модели черного ящика, использовались модель Кокса и случайный лес выживаемости. 

Посредством экспериментов сравнивалось поведение вычисляемой аппроксимации и объяснения 

в зависимости от использования границ Колмогорова-Смирнова. На рисунке 4 показан частный 

результат тестирования метода, когда модель черного ящика – это случайный лес выживаемости. 

Графики показывают соотношение результата модели черного ящика и полученной методом 

аппроксимации (в виде функций выживаемости). Данный результат показывает, что введение 

границ Колмогорова-Смирнова приводит к лучшей аппроксимации, и соответственно, более 

устойчивому объяснению. 

 

Рисунок 4 – Частный результат тестирования метода робастного локального объяснения 

результатов случайного леса выживаемости в качестве модели черного ящика 
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Также проводись эксперименты на моделях, обученных с использованием «загрязненных» 

выборок, т.е. выборок с выбросами. Метод робастного локального объяснения показал лучшие 

результаты, по сравнению с его неробастным аналогом. 

Четвертая глава посвящена разработке метода контрфактуального объяснения 

результатов моделей машинного обучения для задач анализа выживаемости. 

Для постановки задачи контрфактуального объяснения в рамках анализа выживаемости, 

выводится критерий разделения цензурированных данных, основанный на вычислении разницы 

между средними временами наступления интересующего события 𝑚𝑚𝑇𝑇. Фиксируя разницу 𝑟𝑟 > 0, 

критерий разделения объектов на два класса может быть записан как 𝑚𝑚𝑇𝑇(𝐳𝐳) ≥ 𝑚𝑚𝑇𝑇(𝐱𝐱) + 𝑟𝑟 или 

𝑚𝑚𝑇𝑇(𝐳𝐳) ≤ 𝑚𝑚𝑇𝑇(𝐱𝐱) − 𝑟𝑟. Вводя параметр 𝜃𝜃 ∈ {−1, 1}, критерий представляется в едином формате 

𝜓𝜓(𝐳𝐳) = 𝑟𝑟 − 𝜃𝜃�𝑚𝑚𝑇𝑇(𝐳𝐳) −𝑚𝑚𝑇𝑇(𝐱𝐱)� ≤ 0, (15) 

С учетом этого, задача контрфактуального объяснения может быть записана двумя способами 

min
𝐳𝐳

{max{0,𝐶𝐶𝐶𝐶(𝐳𝐳)} + ‖𝐳𝐳 − 𝐱𝐱‖2}. (16) 

или, вводя 𝒵𝒵 = {𝐳𝐳 ∈ ℝ𝑑𝑑|𝜓𝜓(𝐳𝐳) ≤ 0}, 

min
𝐳𝐳∈𝒵𝒵

‖𝐳𝐳 − 𝐱𝐱‖2. (17) 

Теорема 7. Задачу контрфактуального объяснения (17) результатов модели пропорциональных 

рисков Кокса можно представить в виде задачи выпуклого программирования. 

В общем случае, обе задачи не являются задачами выпуклого программирования, 

поскольку значения функции 𝜓𝜓 вычисляются с помощью модели черного ящика. Для решения 

этих задач разработана модификация метода роя частиц – эвристического алгоритма поиска 

глобального экстремума. Модификация реализована с учетом специфики задачи и направлена на 

сужение пространства поиска решения. 

Разработанный в главе метод был протестирован как на сгенерированных, так и на 

реальных наборах данных. В экспериментах, в качестве модели черного ящика, использовались 

модель Кокса и случайный лес выживаемости. Для модели Кокса эксперименты были 

направлены на сравнение объяснения 𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣, полученного при решении задачи из теоремы 7, с 

объяснением 𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜, полученного решением задачи (16) модифицированным методом роя частиц. 

Для случайного леса выживаемости рассматривалось насколько объяснение 𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜, полученное 

решением задачи (16) модифицированным методом роя частиц, лучше объяснения 𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣, 

полученного в процессе случайного поиска в области ℳ. В качестве меры точности для случая 

модели Кокса используется евклидово расстояние между 𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜 и 𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣 – 𝐴𝐴𝐶𝐶𝐶𝐶𝐶𝐶, а для случая 
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случайного леса выживаемости – мера 𝐴𝐴𝑅𝑅𝑅𝑅𝑅𝑅 = ‖𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣 − 𝐱𝐱‖2 − �𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜 − 𝐱𝐱�
2
. Соответственно, 

близкие к нулю значения 𝐴𝐴𝐶𝐶𝐶𝐶𝐶𝐶 показывают высокое качество модифицированного метода роя 

частиц в случае модели Кокса, а большие положительные значения 𝐴𝐴𝑅𝑅𝑅𝑅𝑅𝑅 – в случае случайного 

леса выживаемости. Частные результаты для сгенерированных данных показаны в таблице 1 и 

таблице 2. Параметр 𝑑𝑑 отвечает за размерность данных, Параметр 𝑟𝑟 выбирался случайно, 

значения 𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 и 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 вычислялись как 

𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 = 𝜃𝜃�𝑚𝑚𝑇𝑇(𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣) −𝑚𝑚𝑇𝑇(𝐱𝐱)�, 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 = 𝜃𝜃 �𝑚𝑚𝑇𝑇�𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜� − 𝑚𝑚𝑇𝑇(𝐱𝐱)�, (19) 

Фактически, значения 𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 и 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 указывают, как полученные решения удовлетворяют условиям 

𝜓𝜓(𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣) = 𝑟𝑟 − 𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 ≤ 0, 𝜓𝜓�𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜� = 𝑟𝑟 − 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 ≤ 0. (20) 

 

Таблица 1 – Результаты численных экспериментов для модели Кокса в качестве модели черного 

ящика (сгенерированные данные) 

𝑑𝑑 𝜃𝜃 𝑟𝑟 𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 ‖𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣 − 𝐱𝐱‖2 �𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜 − 𝐱𝐱�
2
 𝐴𝐴𝐶𝐶𝐶𝐶𝐶𝐶 

2 

1 42.80 42.80 42.80 0.367 0.367 4.76E-06 

-1 40.50 40.50 40.50 0.395 0.395 1.01E-06 

1 20.07 20.07 20.07 0.166 0.166 3.72E-07 

-1 60.11 60.11 60.11 0.561 0.561 9.93E-08 

20 

1 238.94 238.94 238.94 0.322 0.322 1.39E-02 

-1 206.29 206.29 206.29 0.476 0.476 1.34E-02 

1 315.33 315.33 315.33 0.461 0.461 7.86E-03 

-1 91.86 91.86 91.86 0.204 0.205 1.99E-02 

 

Таблица 2 – Результаты численных экспериментов для случайного леса выживаемости в качестве 

модели черного ящика (сгенерированные данные) 

𝑑𝑑 𝜃𝜃 𝑟𝑟 𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 ‖𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣 − 𝐱𝐱‖2 �𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜 − 𝐱𝐱�
2
 𝐴𝐴𝑅𝑅𝑅𝑅𝑅𝑅 

2 

1 74.81 75.67 75.39 0.1532 0.1525 0.0007 

-1 46.91 49.32 47.59 0.3464 0.3461 0.0003 

1 26.35 27.93 26.79 0.2585 0.2577 0.0008 

-1 92.27 92.31 92.30 0.4011 0.4005 0.0006 
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Продолжение таблицы 2 

𝑑𝑑 𝜃𝜃 𝑟𝑟 𝑟𝑟𝑣𝑣𝑣𝑣𝑣𝑣 𝑟𝑟𝑜𝑜𝑜𝑜𝑜𝑜 ‖𝐳𝐳𝑣𝑣𝑣𝑣𝑣𝑣 − 𝐱𝐱‖2 �𝐳𝐳𝑜𝑜𝑜𝑜𝑜𝑜 − 𝐱𝐱�
2
 𝐴𝐴𝑅𝑅𝑅𝑅𝑅𝑅 

20 

1 229.55 232.39 229.72 0.9687 0.7625 0.2062 

-1 133.46 135.84 133.50 0.8762 0.5627 0.3136 

1 249.88 265.91 250.15 0.9824 0.6411 0.3414 

-1 63.30 63.56 63.40 0.5697 0.2202 0.3495 

 

Пятая глава посвящена комплексу программ, реализующему построение объяснения 

результатов моделей машинного обучения в рамках анализа выживаемости 

Комплекс программ реализован с использованием языка программирования Python 3. 

Общая схема структуры комплекса программ представлена на рисунке 5. Он включает в себя три 

группы модулей (группа вспомогательных модулей; группа модулей для работы с данными; 

группа модулей, реализующих численные методы), которые составляют основу для реализации 

предлагаемых в данной работе методов. 

 

Рисунок 5 – Структура комплекса программ 
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В заключении представлены основные результаты диссертационной работы: 

1. Разработан класс методов объяснения результатов функционирования моделей 

машинного обучения при цензурированных данных. В том числе, рассмотрен частный 

случай, когда метод оценивает расстояние между двумя ступенчатыми функциями, 

используя L_2-норму их разности. Доказано, что в этом случае задача объяснения 

сводится к решению системы линейных алгебраических уравнений. 

2. Разработан метод робастного объяснения результатов функционирования моделей 

машинного обучения, решающих задачи анализа выживаемости при наличии данных 

малого размера или данных с выбросами. Получен аналог границ Колмогорова-Смирнова 

для логарифма кумулятивной функции риска и доказано, что минимаксная задача 

оптимизации для решения задачи робастного объяснения сводится к задаче линейной 

оптимизации с линейными ограничениями. Показано, что при использовании 

регуляризации Тихонова, минимаксная задача оптимизации представляется в виде задачи 

квадратичной оптимизации с линейными ограничениями. 

3. Разработан метод контрфактуального объяснения результатов моделей машинного 

обучения для задач анализа выживаемости, в рамках которого определены критерии 

разграничения классов цензурированных данных. Доказано, что для модели 

пропорциональных рисков Кокса, используемой в качестве модели черного ящика, задача 

контрфактуального объяснения может быть представлена как задача выпуклого 

программирования. Для решения общей задачи контрфактуального объяснения был 

модифицирован метод роя частиц – численный метод эвристического поиска глобального 

экстремума. 

4. Реализован комплекс программ для построения объяснения результатов моделей 

машинного обучения, обученных на цензурированных данных. Данный комплекс 

программ были использован для выполнения всех численных экспериментов, 

представленных в диссертационном исследовании. 

В приложении А представлен программный код разработанного комплекса программ. 
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